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Introdução

Em otimização multiobjetivo dois ou mais objetivos devem ser minimi-
zados simultaneamente. A minimização multiobjetivo modela diversos
problemas em engenharia [6], estat́ısticas [3], análise ambiental [24, 7],
etc. Um exemplo t́ıpico é o problema de projetar uma peça de alguma
máquina: procura-se minimizar seu custo de produção, maximizar sua
resistência e, em alguns casos, também pode ser importante minimizar
seu peso. Observe que neste exemplo, alguns desses objetivos podem
ser conflitantes.

Em otimização multiobjetivo, quase nunca existe um minimizador
comum a todas as funções a serem minimizadas. Por este motivo,
a noção clássica de otimalidade não é conveniente neste contexto.
Uma definição adequada de otimalidade no caso multiobjetivo foi
proposta pelo economista e sociólogo italiano Vilfredo Pareto, que
viveu nos séculos XIX e XX. Sua noção de otimalidade é, ainda hoje,
a prevalente na otimização multiobjetivo [29].

Considere o problema de minimizar várias funções escalares depen-
dentes de um mesmo argumento. Um argumento particular é chamado
de ótimo de Pareto quando não há outro argumento que diminua o
valor de uma das funções sem aumentar o valor das restantes.

Uma das principais estratégias para a resolução de problemas de
otimização multiobjetivo é a técnica de escalarização [14, 15, 30],
que consiste em resolver um ou mais problemas de minimização
escalar, de modo que os ótimos obtidos sejam pontos de Pareto para
o problema original. Uma natural vantagem desta abordagem é
o fato de que dispomos de vários métodos eficientes para resolver
problemas escalares. Entre as diversas técnicas de escalarização,
destaca-se o assim chamado método dos pesos [17, 20, 22, 27], em

3
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4 CONTEÚDO

que se minimiza uma combinação linear (não-negativa) dos objetivos,
sendo que os “pesos” adequados nem sempre se conhecem a priori,
de forma que os problemas escalares gerados pelo método podem
ser ilimitados e, portanto, sequer possuir ótimos. Recentemente,
desenvolveram-se técnicas de escalarização “adaptativas”, em que, de
alguma maneira, os parâmetros são escolhidos obtendo-se uma boa
qualidade de aproximação ao longo do procedimento [5, 8]. Também
recentemente foram criados outros algoritmos que não escalarizam a
função objetivo do problema vetorial original (veja, e.g., [1, 2] para
uma visão geral do assunto). Alguns desses procedimentos baseiam-
se em estratégias heuŕısticas [23, 28], sem provas de convergência
conhecidas, sendo que resultados emṕıricos mostram que, como no
caso escalar, a aproximação é bastante lenta [31]. Existem também
outras técnicas de otimização multiobjetivo que não requerem o uso
de parâmetros e utilizam um certo ordenamento pré especificado dos
componentes da função objetivo [26].

Os métodos acima mencionados, quando bem sucedidos, compu-
tam uma solução ótima. No entanto, devido à natureza do problema,
em geral existem outros ótimos com valores funcionais não com-
paráveis. Por este motivo, é desejável que se obtenham todos os
valores ótimos, para que o proponente do problema possa escolher um
deles juntamente com um ponto de Pareto com tal valor funcional.
Em suma, resolver um problema de otimização multiobjetivo consiste
em achar todos seus ótimos de Pareto, um conjunto cuja imagem é
chamada parede ótima. Achar a parede ótima é um problema dif́ıcil.
Geralmente conseguem-se aproximações dela. De posse de uma dessa
aproximações, um de seus pontos é escolhido pelo proponente do
problema com algum critério.

Aproximar a parede ótima com grande precisão é computacional-
mente custoso e geralmente resulta no cálculo de muitos pontos que,
em sua maioria, não serão utilizados. Uma estratégia para contornar
este inconveniente pode ser calcular a parede ótima sem extrema
precisão e, feita a escolha de um desses pontos, refinar seu valor
funcional, preservando as propriedades que levaram à sua escolha, isto
é, procurar uma aproximação com valores funcionais menores. Esta é
uma das principais motivações para o desenvolvimento de métodos de
descida para otimização multiobjetivo.

O primeiro método de descida multiobjetivo foi proposto em [10]



i
i

“apostila40” — 2015/6/4 — 14:35 — page 5 — #5 i
i

i
i

i
i

CONTEÚDO 5

no ano 2000, e consistia em uma extensão do método de Cauchy.
Posteriormente, versões multiobjetivo dos métodos de Newton e dos
gradientes projetados foram desenvolvidas em [9] e [13], respectiva-
mente. Este métodos foram também estendidos à otimização vetorial
em [19, 16, 11, 12, 18].

O crescente interesse de pesquisadores e estudantes brasileiros
por métodos de descida em otimização multiobjetivo e a falta de
bibliografia sobre o assunto em ĺıngua portuguesa nos motivaram
a escrever estas notas. Acreditamos que as ideias essenciais destes
métodos estão presentes nas duas extensões que aqui apresentamos: os
métodos de Cauchy e de Newton para otimização multiobjetivo. Aos
leitores entusiastas recomendamos prosseguir os estudos no assunto
com os livros [29, 25, 21] e os artigos [10, 19, 16, 9, 11, 12, 13, 18].
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Caṕıtulo 1

Otimização
multiobjetivo

1.1 Definições e notação

O problema de otimização multiobjetivo consiste em minimizar simul-
taneamente as componentes de uma função

f : Rn → Rm, f(x) =
(
f1(x), . . . , fm(x)

)
em um conjunto viável C ⊂ Rn. Como discutido na introdução,
raramente há um minimizador comum a todas as funções componentes
e, por isto, a noção clássica de otimalidade não é adequada a este tipo
de problema. A noção apropriada neste contexto é a de Pareto. Um
ponto x̄ ∈ C é um ótimo de Pareto para o problema acima definido
se f(x̄) é minimal em f(C) = {f(x) | x ∈ C} na ordem parcial:

u, v ∈ Rm, u ≤ v ⇐⇒ uj ≤ vj , j = 1, . . . ,m. (1.1)

Portanto, x̄ ∈ C é ótimo de Pareto se

∀x ∈ C, f(x) ≤ f(x̄) =⇒ f(x) = f(x̄),

o que equivale à condição

@x ∈ C, fj(x) ≤ fj(x̄), j = 1, . . . ,m e fj0(x) < fj0(x̄) para algum j0.

7
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8 CAPÍTULO 1. OTIMIZAÇÃO MULTIOBJETIVO

o problema de encontrar um ótimo de Pareto para f em C será
denotado por

min f(x), x ∈ C.

A desigualdade estrita em Rm se define como:

u, v ∈ Rm, u < v ⇐⇒ uj < vj , j = 1, . . . ,m. (1.2)

Um ponto x̄ ∈ C é um ótimo fraco de Pareto se não existe x viável
tal que

f(x) < f(x̄).

Segue-se desta definição que todo ótimo de Pareto é um ótimo fraco
de Pareto. Observe que para m = 1, a otimização multiobjetivo é a
otimização escalar e os ótimos de Pareto coincidem com os ótimos
fracos de Pareto e são os ótimos da minimização escalar.

Os conjuntos dos números reais não-negativos e dos reais (estri-
tamente) positivos serão designados por R+ e R++, respectivamente.
A ordem parcial (1.1) pode ser caracterizada como uma inclusão no
cone (convexo, fechado e com interior não vazio) Rm+ :

u ≤ v ⇐⇒ v − u ∈ Rm+ .

A desigualdade estrita entre vetores definida em (1.2) pode ser carac-
terizada pela inclusão em Rm++ (o interior de Rm+ ):

u < v ⇐⇒ v − u ∈ Rm++.

Neste trabalho, identificamos R1 com R e Rn com Rn×1, para
n ∈ N. Portanto, o produto interno canônico entre x, y ∈ Rn vem
dado por x>y, onde x> é o transposto de x. Denotamos a norma
euclideana de Rn por ‖ · ‖:

‖x‖ =
√
x>x.

Para uma matriz A ∈ Rm×n, ‖A‖ denota sua norma como operador
em relação à norma euclideana:

‖A‖ = max
x 6=0

‖Ax‖
‖x‖

.
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1.2. DIREÇÕES DE DESCIDA E PONTOS CRÍTICOS 9

1.2 Direções de descida e pontos cŕıticos

Nestas notas f : Rn → Rm é uma função diferenciável e vamos
considerar o problema de otimização multiobjetivo irrestrito

min f(x), x ∈ Rn. (1.3)

Definição 1.1. Um vetor v ∈ Rn é uma direção de descida para f
em x ∈ Rn se

∇fj(x)>v < 0, j = 1, . . . ,m.

Um ponto x ∈ Rn é estacionário ou cŕıtico para f se não há direções
de descida em x.

As direções de descida podem ser caracterizadas pela função
ϕx : Rn → R,

ϕx(v) := max
j=1,...,m

∇fj(x)>v. (1.4)

Trivialmente,

v é uma direção de descida ⇐⇒ ϕx(v) < 0.

Sendo o máximo de funções lineares, ϕx é convexa e positivamente
homogênea (de grau 1):

ϕx(λv) = λϕx(v) ,

ϕx(u+ v) ≤ ϕx(u) + ϕx(v),
∀λ ≥ 0 e u, v ∈ Rn. (1.5)

Como u 7→ maxj=1,...,m uj é Lipschitz cont́ınua com constante 1,
também temos

|ϕx(u)− ϕy(v)| ≤ ‖Jf(x)u− Jf(y)v‖ (1.6)

para todo u, v ∈ Rn.
Observe que um vetor v ∈ Rn é uma direção de descida para f em

x ∈ Rn se ele é uma direção de descida para todas as componentes
de f . A i-ésima linha de Jf(x) ∈ Rm×n, o Jacobiano de f em x, é
∇fi(x)>. Portanto, v é uma direção de descida para f em x se

Jf(x) v < 0,
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10 CAPÍTULO 1. OTIMIZAÇÃO MULTIOBJETIVO

onde a desigualdade acima é a relação definida em (1.2).
Segue-se da Definição 1.1 que x é cŕıtico se

max
j=1,...,m

∇fj(x)>v ≥ 0 para todo v ∈ Rn. (1.7)

Esta condição tem a seguinte caracterização geométrica: a imagem
do Jacobiano em x não corta o interior do ortante negativo,

Jf(x)(Rn) ∩
(
− Rm++

)
= ∅,

onde −Rm++ = {−w | w ∈ Rm++}. Para m = 1, temos f : Rn → R e a
criticalidade de x coincide com a condição clássica ∇f(x) = 0.

Numa direção de descida há decréscimo local da função f , como
mostra o resultado seguinte.

Lema 1.2. Sejam f : Rn → Rm diferenciável e v ∈ Rn uma direção
de descida para f em x. Dado σ ∈ (0, 1), existe t̄ > 0 tal que

f(x+ tv) < f(x) + σtJf(x)v < f(x) para todo t ∈ (0, t̄].

Demonstração. Por hipótese, ∇fj(x)>v < 0 para j = 1, . . . ,m. Como
σ ∈ (0, 1), temos que

lim
t→0

fj(x+ tv)− fj(x)

t
= ∇fj(x)>v < σ∇fj(x)>v, j = 1, . . . ,m.

Portanto, para cada j = 1, . . . ,m existe t̄j > 0 tal que

fj(x+ tv)− fj(x) < σt∇fj(x)>v para todo t ∈ (0, t̄j ].

Para terminar a prova, tome t̄ = min{t̄1, . . . , t̄m}.

O Lema acima nos permite provar que a estacionariedade é uma
condição necessária para a otimalidade de Pareto e, em certas condições,
também suficiente.

Corolário 1.3. Seja f : Rn → Rm diferenciável

1. Se x̄ é um ótimo de Pareto fraco então x̄ é estacionário para f .

2. Se f é convexa componente a componente, então x̄ é um ótimo
fraco de Pareto se e somente se x̄ é estacionário.



i
i

“apostila40” — 2015/6/4 — 14:35 — page 11 — #11 i
i

i
i

i
i

1.2. DIREÇÕES DE DESCIDA E PONTOS CRÍTICOS 11

3. Se f é estritamente convexa componente a componente, então x̄
é um ótimo de Pareto se e somente se x̄ é estacionário.

Demonstração. Para provar o item 1 observe que se x̄ é não esta-
cionário então existe uma direção de descida, e pelo Lemna 1.2, este
ponto não é um ótimo fraco de Pareto.

Suponha que f é convexa componente a componente. Se x̄ não é
um ótimo fraco de Pareto, então existe x tal que fj(x) < fj(x̄) para
j = 1, . . . ,m. Neste caso, segue-se da convexidade de f que

∇fj(x̄)>(x− x̄) ≤ fj(x)− fj(x̄) < 0, j = 1, . . . ,m

e x̄ não é estacionário. O item 2 decorre deste resultado e do item 1.
Suponha que f é estritamente convexa componente a componente.

Se x̄ é um ótimo fraco de Pareto e não é um ótimo de Pareto, então
existe x tal que fj(x) ≤ fj(x̄) para j = 1, . . . ,m e fj0(x) < fj0(x̄)
para algum j0. Em particular, x 6= x̄ e da convexidade estrita de f
segue-se que

fj

(
x+ x̄

2

)
<
fj(x) + fj(x̄)

2
≤ fj(x̄).

Provamos que, para funções com componentes estritamente convexas,
a otimalidade de Pareto fraca é equivalente à otimalidade de Pareto.
O item 3 decorre deste resultado e do item 2.

Em vista do item 1 do Corolário 1.3, uma condição necessária
para que um ponto x seja ótimo de Pareto (fraco ou não) é que tal
ponto seja estacionário. Podemos então definir um método geral
para otimização multiobjetivo irrestrita (diferenciável) que emprega
direções de descida como direções de busca.

Algoritmo 1 (Método de descida)

1. tome σ ∈ (0, 1), x0 ∈ Rn; k ← 0;

2. se xk é cŕıtico, pare; caso contrário:

3. encontre vk direção de descida para f em xk;

4. encontre tk > 0 tal que

f(xk + tkv
k) ≤ f(xk) + σtkJf(xk)vk;
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12 CAPÍTULO 1. OTIMIZAÇÃO MULTIOBJETIVO

5. xk+1 := xk + tkv
k, k ← k + 1 e vá para 2;

Apenas propriedades muito gerais podem ser provadas para uma
sequência {xk} gerada por esse algoritmo. Notemos que a sequência
{f(xk)} é estritamente decrescente. Se a sequência {xk} é finita, o
último iterado é cŕıtico. O caso de interesse é, portanto, aquele em
que essa sequência é infinita. Em minimização escalar, métodos de
descida aplicados a funções com conjuntos de ńıvel limitados geram
sequências limitadas. Em nosso contexto, define-se um conjunto de
ńıvel de f como:

{x ∈ Rn | f(x) ≤ y},

onde y ∈ Rm.

Proposição 1.4. Seja {xk} uma sequência infinita gerada pelo Al-
goritmo 1.

1. Se a sequência {f(xk)} é limitada, então ela é convergente e

∞∑
k=0

tk
∣∣∇fj(xk)>vk

∣∣ =

∞∑
k=0

tk
(
−Jf(xk)vk

)
j

≤ fj(x
0)− limk→∞ fj(x

k)

σ
<∞,

para j = 1, . . . ,m.

2. Se x̄ é um ponto de acumulação de {xk}, então

lim
k→∞

f(xk) = f(x̄), f(x̄) ≤ f(xk) para todo k.

Em particular, f é constante no conjunto de pontos de acu-
mulação de {xk}.

3. Se x0 pertence a um conjunto de ńıvel limitado, então {xk} é
limitada e {f(xk)} converge.

Demonstração. Como {f(xk)} é decrescente componente a compo-
nente, se {f(xk)} é limitada, então, para j = 1, . . . ,m, {fj(xk)} é
uma sequência decrescente e limitada e, portanto, convergente.
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Como estamos supondo que a sequência {xk} é infinita, cada xk

é não estacionário. Segue-se do Passo 3 do Algoritm 1 que cada vk
é uma direção de descida em xk, o que prova a igualdade entre os
somatórios. Segue-se do Passo 4 que para cada N

N∑
k=0

tk
(
−Jf(xk)vk

)
j
≤ fj(x

0)− fj(xN+1)

σ
.

Para terminar a prova do item 1, observe que cada {fj(xk)}k∈N é
decrescente e convergente.

Para provar o item 2, suponha que {xki} é uma subsequência de
{xk} que converge a x̄. Segue-se da continuidade de f que {fj(xki)}
converge a fj(x̄) para j = 1, . . . ,m. Como, {fj(xk)}k∈N é decres-
cente para todo j, cada uma dessas sequências converge ao limite da
subsequência correspondente, sendo este limite o seu ı́nfimo.

O item 3 decorre trivialmente do item 1.

Se os passos tk são muito pequenos, a sequência gerada pode
convergir a um ponto não estacionário. Este fenômeno ocorre já na
otimização escalar (ver [4]). Para escolher um passo tk adequado,
prescrevemos o backtracking usual. Neste caso, o Passo 4 do Algoritmo
1 toma a seguinte forma:

4 a. t := 1;
4 b. se f(xk + tvk) ≤ f(xk) + σtJf(xk)vk, então

tk := t Fim (do backtracking);

4 c. caso contrário, t← t/2 e vá para 4 b;

O Lema 1.2 garante que o procedimento acima tem terminação
finita. Observe que no lugar do fator 1/2 para a redução de t no Passo
4 b pode-se utilizar qualquer outro número no intervalo (0, 1). Agora
o problema principal, a ser tratado na próxima seção, é a escolha da
direção de descida vk.
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Caṕıtulo 2

O método de Cauchy
multiobjetivo

Nesta seção propomos uma extensão ao caso multiobjetivo do clássico
método de máxima descida. Primeiro definimos a direção de máxima
descida multiobjetivo e estudamos suas propriedades. Em seguida
definimos o algoritmo de Cauchy multiobjetivo e estudamos suas
propriedades de convergência no caso geral. Finalizamos o caṕıtulo
com a análise de convergência do método no caso convexo, isto é,
quando f é convexa componente a componente.

2.1 A direção de Cauchy multiobjetivo

Definimos a direção de Cauchy multiobjetivo ou direção de máxima
descida multiobjetivo para f em x como o vetor Λf(x),

Λf(x) = arg min max
j=1,...,m

∇fj(x)>v +
1

2
‖v‖2, v ∈ Rn. (2.1)

Se m = 1 então Λf(x) = −∇f(x), e recuperamos a direção de
máxima descida “clássica”. Como a função objetivo do problema de
minimização que define Λf(x) é fortemente convexa e cont́ınua, ela
possui um único minimizador e, portanto, Λf(x) está bem definida.

15
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16 CAPÍTULO 2. O MÉTODO DE CAUCHY MULTIOBJETIVO

O valor ótimo deste problema de minimização será chamado de θf (x),
isto é

θf (x) = min max
j=1,...,m

∇fj(x)>v +
1

2
‖v‖2, v ∈ Rn. (2.2)

Segue-se de (1.4), (2.1) e (2.2) que

Λf(x) = arg min
v∈Rn

ϕx(v) +
1

2
‖v‖2 (2.3)

θf (x) = min
v∈Rn

ϕx(v) +
1

2
‖v‖2

= ϕx(Λf(x)) +
1

2
‖Λf(x)‖2.

(2.4)

Note que o par (v∗, τ∗) = (Λf(x), ϕx(Λf(x))) e o escalar θf (x)
são, respectivamente, a solução e o valor ótimo do seguinte problema
de programação quadrática (convexa) nas variáveis (v, τ) ∈ Rn × R:

minimize τ +
1

2
‖v‖2

sujeito a ∇fj(x)>v − τ ≤ 0, j = 1, . . . ,m.
(2.5)

Usaremos esta reformulação dos problemas em (2.3) e (2.4) para
mostrar que a direção de Cauchy é uma combinação convexa das
direções de máxima descida de cada componente da função objetivo.

Lema 2.1. Para todo x ∈ Rn existe w ∈ Rm tal que

w ≥ 0,

m∑
j=1

wj = 1, Λf(x) = −
m∑
j=1

wj∇fj(x).

Demonstração. As restrições do problema (2.5) são lineares. Logo,
existem multiplicadores de Lagrange w ∈ Rm+ satisfazendo, juntamente
com (v∗, τ∗), as condições de Karush-Kuhn-Tucker. Em particular

v∗ +

m∑
j=1

wj∇fj(x) = 0, 1−
m∑
j=1

wj = 0.

Para terminar a prova, observe que Λf(x) = v∗.
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2.1. A DIREÇÃO DE CAUCHY MULTIOBJETIVO 17

Note que no lema anterior, Λf(x) é a direção de Cauchy clássica
para a função

∑m
j=1 wjfj no ponto x. Estes pesos wj dependem do

ponto x e estão definidos implicitamente como multiplicadores de
Lagrange. A seguir relacionaremos os valores de ‖Λf(x)‖, ϕx(Λf(x))
e θf (x).

Lema 2.2. Para todo x ∈ Rn

ϕx(Λf(x)) = 2θf (x) = −‖Λf(x)‖2 ≥ −
(

max
j=1,...,m

‖∇fj(x)‖
)2

.

Portanto, θf (x) ≤ 0 e ‖Λf (x)‖ ≤ ‖Jf(x)‖ para todo x ∈ Rn.

Demonstração. Segue-se de (2.3) que a função

(0,∞) 3 t 7→ ϕx(tΛf(x)) +
1

2
‖tΛf(x))‖2

atinge seu mı́nimo em t = 1. Como ϕx é positivamente homogênea,

0 =
d

dt

(
tϕx(Λf(x)) +

1

2
‖tΛf(x))‖2

)
t=1

= ϕx(Λf(x)) + ‖Λf(x)‖2

o que, em vista de (2.4), prova as duas igualdades.
Usando (2.2) e a desigualdade de Cauchy-Schwarz

θf (x) ≥ min
v

max
j=1,...,m

−‖v‖‖∇fj(x)‖+
1

2
‖v‖2

= −1

2

(
max

j=1,...,m
‖∇fj(x)‖

)2

.

Vamos agora mostrar que

Λf(x) = 0 ⇐⇒ x é estacionário

e que em pontos não cŕıticos a direção de Cauchy Λf(x) é de descida.
Este resultado nos interessa, pois mostra que no Algoritmo 1 podemos
empregar a direção de Cauchy como a direção de descida: vk =
Λf(xk).

Proposição 2.3. Para todo x ∈ Rn as seguintes condições são equi-
valentes:
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18 CAPÍTULO 2. O MÉTODO DE CAUCHY MULTIOBJETIVO

(a) o ponto x é não estacionário;

(b) θf (x) < 0;

(c) Λf(x) 6= 0;

(d) Λf(x) é uma direção de descida.

Demonstração. (a)⇒(b): Se x é não estacionário, existe v ∈ Rn tal
que ∇fj(x)>v < 0 para j = 1, . . . ,m. Logo ϕx(v) < 0 e segue-se de
(2.4) e (1.5) que para todo τ > 0

θf (x) ≤ ϕx(τv) +
1

2
‖τv‖2 = τ

(
ϕx(v) +

1

2
τ‖v‖2

)
.

Portanto, limτ→0+ θf (x)/τ ≤ ϕx(v) < 0 e vale (b).
(b)⇒(c) e (c)⇒(d) seguem-se do Lema 2.2.
(d) ⇒ (a) segue-se trivialmente da definição de estacionariedade.

2.2 O método de Cauchy multiobjetivo

Estamos agora em condições de definir a extensão do clássico método
de máxima descida para o problema irrestrito de otimização multiob-
jetivo (1.3).

Algoritmo 2 (Método de Cauchy ou de Máxima Descida Multiobje-
tivo)

1. escolha σ ∈ (0, 1/2) e x0 ∈ Rn; k ← 0;

2. calcule vk := Λ f(xk), se vk = 0, pare;

3 a. t← 1;

3 b. se f(xk + tvk) ≤ f(xk) + σtJf(xk)vk, então

tk := t Fim (do Passo 3);

3 c. caso contrário, t← t/2 e vá para 3 b;

4. xk+1 := xk + tkv
k, k ← k + 1 e vá para 2.
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Vamos analisar uma iteração k + 1 genérica deste algoritmo. Se
vk = 0, então, em virtude da Proposição 2.3, xk é estacionário e
o algoritmo para no Passo 2; caso contrário, vk é uma direção de
descida e, pelo Lema 1.2, a busca de Armijo executada no Passo
3 tem terminação finita, o algoritmo gera xk+1 e prossegue para a
iteração seguinte. A escolha de tk garante um decréscimo de f como
prescrito no Passo 4 do Algoritmo 1. Portanto, o Algoritmo 2 é um
caso particular do Algoritmo 1.

2.3 Análise de convergência no caso geral

Para estabelecer a estacionariedade dos pontos de acumulação das
sequências geradas pelo Algoritmo 2, no caso C1, usaremos dois resul-
tados técnicos que provamos a seguir.

Uma vez que Λf é computada usando-se os gradientes das fj ,
j = 1, . . . ,m, é natural supor que f seja continuamente diferenciável
para obter a continuidade da aplicação x 7→ Λf(x).

Proposição 2.4. Se f é continuamente diferenciável, então Λf e θf
são cont́ınuas.

Demonstração. Dados x, y ∈ Rn, para qualquer v ∈ Rn

ϕy(v) +
1

2
‖v‖2 ≥ ϕx(v) +

1

2
‖v‖2 − ‖Jf(x)− Jf(y)‖‖v‖

≥ θf (x) +
1

2
‖v − Λf(x)‖2 − ‖Jf(x)− Jf(y)‖‖v‖,

onde a primeira desigualdade segue de (1.6) e a segunda segue-se de
que a função minimizada em (2.4) é fortemente convexa com módulo
de convexidade 1. Tomando acima v = Λf(y), conclúımos que

θf (y) ≥ θf (x) +
1

2
‖Λf(y)− Λf(x)‖2 − ‖Jf(x)− Jf(y)‖‖Λf(y)‖.

Trocando os papéis de x e y obtemos

θf (x) ≥ θf (y) +
1

2
‖Λf(y)− Λf(x)‖2 − ‖Jf(x)− Jf(y)‖‖Λf(x)‖.
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20 CAPÍTULO 2. O MÉTODO DE CAUCHY MULTIOBJETIVO

Somando as duas últimas desigualdades, temos que

‖Λf(y)− Λf(x)‖2 ≤ ‖Jf(x)− Jf(y)‖
(
‖Λf(x)‖+ ‖Λf(y)‖

)
.

A continuidade de Λf segue desta desigualdade, da última desigualdade
do Lema 2.2 e da continuidade de Jf .

Para provar a continuidade de θf observe que, segundo o Lema 2.2,

θf (x) = −1

2
‖Λf (x)‖2

e use a continuidade de Λf .

Lema 2.5. Se f é continuamente diferenciável e x̄ não é cŕıtico,
então para qualquer σ ∈ (0, 1) existem t̄ > 0 e δ > 0 tais que

f(x+ tΛf(x)) ≤ f(x) + σtJf(x) Λf(x) ∀x ∈ B(x̄, δ), t ∈ (0, t̄).

Demonstração. Em vista da Proposição 2.3, θf (x̄) < 0. Logo, pela
Proposição 2.4, existe r0 > 0 tal que

θf (x) ≤ θf (x̄)/2 ∀x ∈ B(x̄, r0). (2.6)

Sejam

M0 = sup{‖Λf(x)‖ | ‖x− x̄‖ ≤ r0}, ε =
1− σ
M0
|θf (x̄)|.

Observe que em virtude da Proposição 2.4, M0 <∞.
Existe r1 ∈ (0, r0) tal que

x, x′ ∈ B(x̄, r1) =⇒ ‖∇fj(x)−∇fj(x′)‖ < ε, j = 1, . . . ,m.

Para x ∈ B(x̄, r1/2) e t ∈ (0, r1/(2M0)), temos x+ tΛf (x) ∈ B(x̄, r1)
e, pelo item 1 do Lema 4.3 e pela definição de ε,

fj(x+ tΛf(x)) ≤ fj(x) + t∇fj(x)>Λf (x) + tεM0

≤ fj(x) + t
[
∇fj(x)>Λf (x) + (1− σ)|θf (x̄)|

]
para j = 1, . . . ,m. Portanto, pelo Lema 2.2, (1.4) e (2.6),

∇fj(x)>Λf(x) ≤ ϕx(Λf (x)) = 2θf (x) ≤ θf (x̄).
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Combinando as duas últimas desigualdades, obtemos

fj(x+ tΛf(x)) ≤ fj(x) + σt∇fj(x)>Λf (x)

+ t(1− σ)
[
∇fj(x)>Λf(x) + |θf (x̄)|

]
≤ fj(x) + σt∇fj(x)>Λf (x),

onde a última desigualdade decorre do fato de que θf (x̄) < 0.

Para concluir a prova, tome 0 < δ < r1/2 e 0 < t̄ < r1/(2M0).

O Algoritmo 2 termina com um ponto estacionário ou produz uma
sequência infinita {xk} de pontos não estacionários. De agora em
diante, supomos que o algoritmo não tem terminação finita e gera as
sequências infinitas {xk}, {vk} e {tk}.

Apresentamos a seguir uma simples aplicação do argumento padrão
de convergência para o método de máxima descida em otimização a
valores escalares.

Teorema 2.6. Seja {xk} uma sequência gerada pelo Algoritmo 2. Se
f é continuamente diferenciável, então todo ponto de acumulação de
{xk} é estacionário.

Demonstração. Seja x̄ um ponto de acumulação de {xk}. Segue-se
da Proposição 1.4, itens 2 e 1, que

lim
k→∞

f(xk) = f(x̄), lim
k→∞

tk∇fj(xk)>vk = 0 para j = 1, . . . ,m.

Logo, pelo Lema 2.2,

lim
k→∞

tkϕxk(vk) = lim
k→∞

tkθf (xk) = 0. (2.7)

Vamos provar por absurdo que x̄ é estacionário. Se ele não for,
então, em virtude da Proposição 2.3, v̄ = Λf (x̄) 6= 0 e θf (x̄) < 0.
Existe uma subsequência {xkj} que converge a x̄. Segue-se do Lema 2.5
e da definição do Passo 3 que existe M ∈ N tal que tkj ≥ 2−M para j
suficientemente grande. Pela Proposição 2.4 temos θf (xkj )→ θf (x̄) <
0 quando j →∞. Portanto lim infj→∞ tkjθf (xkj ) < 0 em contradição
com (2.7).
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22 CAPÍTULO 2. O MÉTODO DE CAUCHY MULTIOBJETIVO

2.4 Análise de convergência no caso con-
vexo

Em minimização escalar irrestrita, uma condição necessária e sufici-
ente para a existência de ótimos é que toda sequência decrescente
na imagem da função objetivo seja limitada inferiormente por um
elemento da imagem. Vamos precisar de uma propriedade análoga,
que suporemos válida:

Hipótese 2.7. Toda sequência {yk} ⊂ f(Rn) decrescente (compo-
nente a componente) é limitada inferiormente (componente a compo-
nente) por algum y ∈ f(Rn).

Para provar a convergência do método de Cauchy multiobjetivo
no caso convexo, além da condição acima, precisaremos utilizar as
propriedades da convergência quasi-Fejér.

Definição 2.8. Uma sequência {zk} ⊂ Rn converge quasi-Fejér a
C ⊂ Rn se, para cada z ∈ C existe uma sequência de números não-
negativos {εk} tal que

‖zk+1 − z‖2 ≤ ‖zk − z‖2 + εk e

∞∑
k=1

εk <∞.

Lema 2.9. Se {zk} converge quasi-Fejér a C 6= ∅ então ela é limitada.
Se, adicionalmente, a sequência tem um ponto de acumulação em C,
então ela converge a tal ponto.

Demonstração. Tome z ∈ C e seja {εk} como especificado na De-
finição 2.8. Para todo i < j, ‖z − zj‖2 ≤ ‖z − zi‖2 +

∑∞
k=i εk. Logo,

lim sup
j→∞

‖z − zj‖2 ≤ ‖z − zi‖2 +

∞∑
k=i

εk <∞.

Tomando o lim infi→∞ nas desigualdades acima, conclúımos que
lim supk→∞ ‖z − zk‖2 ≤ lim infk→∞ ‖z − zk‖2. Portanto existe

lim
k→∞

‖z − zk‖ ∈ R.

As conclusões seguem trivialmente deste resultado.
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Teorema 2.10. Se f é convexa componente a componente, dife-
renciável e satisfaz a Hipótese 2.7, então a sequência {xk} converge a
um ótimo fraco de Pareto. Se, adicionalmente, f é fortemente convexa
componente a componente, então o limite da sequência é um ótimo de
Pareto.

Demonstração. A sequência {f(xk)} é decrescente. Como f satisfaz
a Hipótese 2.7, o conjunto

X = {x ∈ Rn | f(x) ≤ f(xk) ∀k ∈ N} (2.8)

é não vazio. Vamos provar que a sequência {xk} converge quasi-Fejér
a X.

Seja x̂ ∈ X. Em virtude do Lema 2.1, para cada k ∈ N existe
wk ∈ Rm+ tal que

m∑
j=1

wkj = 1, vk = −
m∑
j=1

wkj∇fj(xk). (2.9)

Logo, da convexidade de cada fj segue-se que

(wk)>f(x̂) ≥
m∑
j=1

wkj [fj(x
k) +∇fj(xk)>(x̂− xk)]

= (wk)>f(xk)− (vk)>(x̂− xk),

e, pelo Passo 4,

(xk+1 − xk)>(x̂− xk) = tk(vk)>(x̂− xk)

≥ tk(wk)>(f(xk)− f(x̂)) ≥ 0,

onde a última desigualdade decorre da hipótese x̂ ∈ X. Portanto

‖x̂− xk+1‖2 = ‖x̂− xk‖2 + ‖xk − xk+1‖2 + 2(x̂− xk)>(xk − xk+1)

≤ ‖x̂− xk‖2 + ‖xk − xk+1‖2.
(2.10)
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24 CAPÍTULO 2. O MÉTODO DE CAUCHY MULTIOBJETIVO

Das desigualdades 0 < tk ≤ 1 e de (2.9) segue-se que, para todo k,

‖xk − xk+1‖2 ≤ tk‖vk‖2 = tk(vk)>vk =

m∑
j=1

−tkwkj∇fj(xk)>vk

=

m∑
j=1

wkj tk
∣∣∇fj(xk)>vk

∣∣
≤

m∑
j=1

tk
∣∣∇fj(xk)>vk

∣∣ .
Logo, para todo N ,

N∑
k=0

‖xk − xk+1‖2 ≤
N∑
k=0

m∑
j=1

tk
∣∣∇fj(xk)>vk

∣∣
=

m∑
j=1

N∑
k=0

tk
∣∣∇fj(xk)>vk

∣∣
≤

m∑
j=1

∞∑
k=0

tk
∣∣∇fj(xk)>vk

∣∣ .
Como f satisfaz a Hipótese 2.7, segue-se da Proposição 1.4 que o
termo da última desigualdade, que não depende de N , é finito. Logo∑∞
k=0 ‖xk−xk+1‖ <∞ e em vista de (2.10), {xk} converge quasi-Fejér

ao conjuntoX definido em (2.8). Portanto, a sequência {xk} é limitada
e possui um ponto de acumulação x̄. Pelo item 2 da Proposição 1.4,
tal ponto pertence a X. Usando novamente a convergência quasi-Fejér
de {xk} a X e o Lema 2.9, conclúımos que tal sequência converge a x̄.

Cada fj é convexa e diferenciável; portanto, f é continuamente
diferenciável. Logo, pelo Teorema 2.6, tal ponto é estacionário. Para
concluir a prova, combine estes resultados com o Corolário 1.3.
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Caṕıtulo 3

O método de Newton
multiobjetivo

Nesta seção estudamos um método de Newton para o problema (1.3)
supondo, adicionalmente, que f é duas vezes diferenciável e que os Hes-
sianos∇2fj(x) são positivos definidos para todo x ∈ Rn e j = 1, . . . ,m.
Observe que esta hipótese é utilizada no caso m = 1 (minimização
escalar) para que o método de Newton esteja bem definido e para
que a direção de Newton seja uma direção de descida. Assim como
no caso escalar, a hipótese dos Hessianos serem positivos definidos
poderia ser relaxada usando-se técnicas de regiões de confiança.

3.1 A direção de Newton multiobjetivo

A aproximação de segunda ordem no ponto x de fj(x+ s)− fj(x) é

∇fj(x)>s+
1

2
s>∇2fj(x)s, j = 1, . . . ,m.

Definimos a direção de Newton multiobjetivo para f no ponto x como

sf (x) = arg min
s∈Rn

max
j=1,...,m

∇fj(x)>s+
1

2
s>∇2fj(x)s. (3.1)

25
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26 CAPÍTULO 3. O MÉTODO DE NEWTON MULTIOBJETIVO

A direção sf (x) está bem definida em virtude da hipótese dos Hessianos
das fj serem positivos definidos. Se m = 1, recuperamos o passo de
Newton para minimização escalar. O valor ótimo do problema de
minimização em (3.1) será chamado de θNf (x), ou seja

θNf (x) = min
s∈Rn

max
j=1,...,m

∇fj(x)>s+
1

2
s>∇2fj(x)s

= max
j=1,...,m

∇fj(x)>sf (x) +
1

2
sf (x)>∇2fj(x)sf (x).

(3.2)

Note que o par (s∗, τ∗) = (sf (x), θNf (x)) é a solução do seguinte
problema de programação quadrática (convexa) nas variáveis (s, τ) ∈
Rn × R:

minimize τ

sujeito a ∇fj(x)>s+
1

2
s>∇2fj(x)s− τ ≤ 0, j = 1, . . . ,m.

(3.3)
Usaremos esta reformulação dos problemas (3.1) e (3.2) para mostrar
que a direção de Newton multiobjetivo é a direção de Newton (clássica)
de uma combinação convexa das componentes da função objetivo.

Lema 3.1. Para todo x ∈ Rn existe w ∈ Rm tal que

sf (x) = −

 m∑
j=1

wj∇2fj(x)

−1 m∑
j=1

wj∇fj(x),

θNf (x) =

m∑
j=1

wj

[
∇fj(x)>sf (x) +

1

2
sf (x)>∇2fj(x)sf (x)

]
,

w ≥ 0,

m∑
j=1

wj = 1.

Demonstração. O lagrangeano do problema (3.3) é

Lx((s, τ), w) = τ +

m∑
j=1

wj

[
∇fj(x)>s+

1

2
s>∇2fj(x)s− τ

]
.
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Como as restrições deste problema são quadráticas convexas e no ponto
(s, τ) = (0, 1) se verifica a condição de Slater, existem multiplicadores
de Lagrange w ∈ Rm+ que satisfazem, juntamente com (s∗, τ∗), as
condições de Karush-Kuhn-Tucker. Em particular,

m∑
j=1

wj
[
∇fj(x) +∇2fj(x)s∗

]
= 0, 1−

m∑
j=1

wj = 0,

m∑
j=1

wj

[
∇fj(x)>s∗ +

1

2
(s∗)>∇2fj(x)s∗ − τ∗

]
= 0.

Para terminar a prova, observe que (s∗, τ∗) = (sf (x), θNf (x)) e use a
primeira igualdade acima para caracterizar sf (x).

Note que no lema anterior, sf (x) é direção clássica de Newton
para a função

∑m
j=1 wjfj no ponto x. Damos agora cotas superiores

para a norma da direção de Newton.

Lema 3.2. Se x ∈ Rn e λmin e λmax são, respectivamente, o menor
e o maior dos autovalores dos Hessianos ∇2fj(x) para j = 1, . . . ,m,
então

1. ∇fj(x)>sf (x) ≤ θNf (x) para j = 1, . . . ,m;

2.
1

λmax
|θf (x)| ≤ −θNf (x) ≤ 1

λmin
|θf (x)|, com θf (x) dado por (2.4);

em particular, θNf (x) ≤ 0;

3.
λmin

2
‖sf (x)‖2 ≤ −θNf (x) ≤ λmax

2
‖sf (x)‖2;

4. ‖sf (x)‖ ≤ 1

λmin
maxj=1,...,m ‖∇fj(x)‖.

Demonstração. O item 1 segue da hipótese de que os Hessianos de
todas as fj são positivos definidos e da definição (3.2).

Para todo s ∈ Rn,

λmin‖s‖2 ≤ s>∇2fj(x)s ≤ λmax‖s‖2 (3.4)
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Logo

min
s∈Rn

max
j
∇fj(x)>s+

λmin

2
‖s‖2 ≤ θNf (x)

≤ min
s∈Rn

max
j
∇fj(x)>s+

λmax

2
‖s‖2

Para provar as duas primeiras desigualdades do item 2, use as desi-
gualdades acima, recorde que θf (x) ≤ 0 (Lema 2.2) e observe que
para todo λ > 0,

min
s∈Rn

max
j
∇fj(x)>s+

λ

2
‖s‖2 =

1

λ
min
s∈Rn

max
j
∇fj(x)>λs+

1

2
‖λs‖2

=
θf (x)

λ
.

A última desigualdade do item 2 segue trivialmente da primeira.
Tome w como no Lema 3.1. Usando a primeira e a segunda igual-

dade desse lema, temos que

m∑
j=1

wj∇fj(x) = −
m∑
j=1

wj∇2fj(x)sf (x)

e

θNf (x) =

 m∑
j=1

wj∇fj(x)

>sf (x) +
1

2
sf (x)>

 m∑
j=1

wj∇2fj(x)

 sf (x).

Logo,

θNf (x) =− sf (x)>

 m∑
j=1

wj∇2fj(x)

 sf (x)

+
1

2
sf (x)>

 m∑
j=1

wj∇2fj(x)

 sf (x),

=− 1

2
sf (x)>

 m∑
j=1

wj∇2fj(x)

 sf (x).
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Para concluir a prova do item 3, observe que w ≥ 0,
∑m
j=1 wj = 1 e

use (3.4).
Como λmin > 0, segue-se do Lema 3.1 que

‖sf (x)‖ ≤ 1

λmin

m∑
j=1

wj‖∇fj(x)‖ ≤ 1

λmin
max

j=1,...,m
‖∇fj(x)‖.

Vamos agora mostrar que

sf (x) = 0 ⇐⇒ x é estacionário

e que em pontos não cŕıticos a direção de Newton sf (x) é de descida.

Proposição 3.3. Para todo x ∈ Rn as seguintes condições são equi-
valentes:

(a) o ponto x é não estacionário;

(b) θNf (x) < 0;

(c) sf (x) 6= 0;

(d) sf (x) é uma direção de descida.

Demonstração. Os itens (a) e (b) são equivalentes em virtude do
Lema 3.2 item 2 e da Proposição 2.3. Por sua vez, os itens (b) e (c)
são equivalentes em vista do item 3 do Lema 3.2.

O item (d) implica trivialmente o item (a). Finalmente, observe
que pelo item 1 do Lema 3.2, o item (b) implica o item (d).

O próximo lema será utilizado para mostrar a boa definição de
uma busca tipo Armijo na direção de Newton, usando-se um critério
de aceitação (do passo) adaptado ao contexto.

Lema 3.4. Se x̄ não é cŕıtico, então, para qualquer σ ∈ (0, 1) existe
t̄ > 0 tal que

fj(x̄+ tsf (x̄)) ≤ fj(x̄) + σtθNf (x̄) ∀t ∈ (0, t̄],

para j = 1, . . . ,m.
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Demonstração. Em virtude da Proposição 3.3, sf (x̄) é uma direção
de descida. Logo, pelo Lema 1.2, existe t̄ > 0 tal que

fj(x̄+ tsf (x̄)) < fj(x̄) + σt∇fj(x̄)>sf (x̄) ∀t ∈ (0, t̄], j = 1, . . . ,m.

Para concluir a prova, note que

∇fj(x̄)>sf (x̄) ≤ θNf (x̄)

para j = 1, . . . ,m.

3.2 O método de Newton multiobjetivo

Apresentamos a seguir uma versão multiobjetivo do método de Newton
clássico.

Algoritmo 3 (Método de Newton Multiobjetivo)

1. escolha σ ∈ (0, 1) e x0 ∈ Rn; k ← 0;

2. calcule sk := sf (xk), se sk = 0 pare;

3 a. t← 1;

3 b. se fj(x
k + tsk) ≤ fj(xk) + σtθNf (xk) para j = 1, . . . ,m, então

tk := t Fim (do Passo 3);

3 c. caso contrário, t← t/2, vá para 3 b;

4. xk+1 := xk + tks
k, k ← k + 1 e vá para 2.

Vamos analisar uma iteração k + 1 genérica deste algoritmo: se
sk = 0, então ele para no Passo 2 e, em virtude da Proposição 3.3,
xk é estacionário; caso contrário, sk é uma direção de descida e, pelo
Lema 3.4, a busca de Armijo executada no Passo 3 tem terminação
finita, o algoritmo gera xk+1 e prossegue para a iteração seguinte.
Acabamos de verificar que o Algoritmo 3 está bem definido para
uma função objetivo duas vezes diferenciável com Hessianos dos seus
componentes positivos definidos.
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O Algoritmo 3 termina com um ponto estacionário ou produz uma
sequência infinita {xk} de pontos não estacionários. Nesta seção e nas
subsequentes vamos supor que o algoritmo não tem terminação finita
e gera as sequências infinitas {xk}, {sk} e {tk}. Veremos a seguir que
para este algoritmo valem resultados análogos aos da Proposição 1.4.

Proposição 3.5. As sequências {fj(xk)}, j = 1, . . . ,m, são decres-
centes e

fj(x
k+1) ≤ fj(x0) + σ

k∑
i=0

tiθ
N
f (xi), j = 1, . . . ,m

para todo k.

Demonstração. Como estamos supondo que a sequência {xk} é infi-
nita, cada xk é não estacionário e cada sk é uma direção de descida
em xk. A proposição segue então da definição do Passo 3.

Corolário 3.6. 1. se {f(xk)} é limitada, então ela é convergente
e para todo j

∞∑
k=0

tk|θNf (xk)| < fj(x
0)− limk→∞ fj(x

k)

σ
<∞.

Em particular, f é constante no conjunto de pontos de acu-
mulação de {xk}.

2. Se x0 pertence a um conjunto de ńıvel limitado, então {xk} é
limitada e {f(xk)} converge.

Demonstração. Os itens 1 e 2 seguem da Proposição 3.5 e do fato de
que θNf (x) < 0 para todo x não estacionário.

3.3 Análise de convergência

Para estabelecer a convergência de {xk}, no caso C2, vamos provar
primeiro que seus pontos de acumulação são estacionários. Em seguida
provaremos que se a sequência “passa” suficientemente perto de um
ponto cŕıtico, então ela converge a um ponto cŕıtico próximo.

Os dois próximos resultados serão utilizados para mostrar, no caso
C2, a estacionariedade dos pontos de acumulação de {xk}.



i
i

“apostila40” — 2015/6/4 — 14:35 — page 32 — #32 i
i

i
i

i
i
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Proposição 3.7. Se f é duas vezes continuamente diferenciável,
então sf e θNf são cont́ınuas.

Demonstração. Tome x̄ ∈ Rn e r > 0. Como a função menor autovalor
é cont́ınua (Lema 4.1), existe λ̄ o mı́nimo do menor dos autovalores
de ∇2fj , j = 1, . . . ,m, na bola fechada em B[x̄, r] e λ̄ > 0. Portanto

v>∇2fj(z)v ≥ λ̄‖v‖2 ∀z ∈ B(x̄, r), j = 1, . . . ,m, v ∈ Rn. (3.5)

Dados x, x′ ∈ B(x̄, r), sejam s = sf (x) e s′ = sf (x′). Como cada uma

das m funções v 7→ ∇fj(z)>v +
1

2
v>∇2fj(z)v é λ̄-fortemente convexa

para z ∈ B(x̄, r),

θNf (x′) +
1

2
λ̄‖s− s′‖2 ≤ max

j=1,...,m
∇fj(x′)>s+

1

2
s>∇2fj(x

′)s. (3.6)

Para simplificar a exposição, definimos

ρ(x, x′) = max
j

{
‖∇fj(x′)−∇fj(x)‖+

1

2
‖∇2fj(x

′)−∇2fj(x)‖
}
.

Usando esta definição e a desigualdade triangular, temos que para
j = 1, . . . ,m,

∇fj(x′)>s+
1

2
s>∇2fj(x

′)s ≤ ∇fj(x)>s+
1

2
s>∇2fj(x)s

+ ρ(x, x′) max{‖s‖, ‖s‖2}.

Decorre do item 4 do Lema 3.2, de f ser C2 e de (3.5) que ‖sf (x)‖ está
limitada na bola B(x̄, r). Usando-se este resultado, (3.6) e tomando
o máximo em j = 1, . . . ,m na desigualdade acima, conclúımos que
existe M tal que

θNf (x′) +
1

2
λ̄‖s− s′‖2 ≤ θNf (x) + ρ(x, x′)M

Como esta desigualdade vale intercambiando x e x′ e como s = sf (x)
e s′ = sf (x′), temos que

|θNf (x′)− θNf (x)|+ 1

2
λ̄‖sf (x)− sf (x′)‖2 ≤ ρ(x, x′)M

para todo x, x′ ∈ B(x̄, r). Para terminar a prova, observe que como f
é C2, limx′→x ρ(x, x′) = 0.
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Lema 3.8. Se f é C2 e x̄ não é cŕıtico, então, para qualquer σ ∈ (0, 1)
existem t̄ > 0 e δ > 0 tais que

fj(x+ tsf (x)) ≤ fj(x) + σtθNf (x) ∀x ∈ B(x̄, δ), t ∈ (0, t̄],

para j = 1, . . . ,m.

Demonstração. Em vista da Proposições 3.3 e 3.7, θNf (x̄) < 0 e existe
r0 > 0 tal que

θNf (x) ≤ θNf (x̄)/2 ∀x ∈ B(x̄, r0). (3.7)

Sejam

M0 = sup{‖sf (x)‖ | ‖x− x̄‖ ≤ r0}, ε = − 1− σ
2M0

θNf (x̄).

Observe que como sf é cont́ınua, M0 < ∞. Dado ε > 0, existe
r1 ∈ (0, r0) tal que

x, x′ ∈ B(x̄, r1) =⇒ ‖∇fj(x)−∇fj(x′)‖ < ε, j = 1, . . . ,m.

Segue-se da condição acima e do item 1 do Lema 4.3 que, para
x, x′ ∈ B(x̄, r1) e j = 1, . . . ,m,

fj(x
′) ≤ fj(x) +∇fj(x)>(x′ − x) + ε‖x′ − x‖

∀x, x′ ∈ B(x̄, r1), j = 1, . . . ,m.

Tome x ∈ B(x̄, r1/2) e t ∈ (0, r1/(2M0)). Como B(x̄, r1/2) ⊂
B(x̄, r0), segue-se da definição de M0 que ‖sf (x)‖ ≤M0 e x+tsf (x) ∈
B(x̄, r1). Logo, da desigualdade acima e da definição de θNf (x) se
depreende que

fj(x+ tsf (x)) ≤ fj(x) + t∇fj(x)>sf (x) + tε‖sf (x)‖
≤ fj(x) + tθNf (x) + tεM0

= fj(x) + σtθNf (x) + t
[
(1− σ)θNf (x) + εM0

]
.

De definição de ε e de (3.7) segue-se que

(1− σ)θNf (x) + εM0 ≤ (1− σ)θNf (x)− 1− σ
2

θNf (x̄) ≤ 0.

Para concluir a prova, combine as duas inequações acima e tome
δ = r1/2 e t̄ ∈ (0, r1/(2M0).
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Teorema 3.9. Se f é C2, então todo ponto de acumulação de {xk} é
estacionário.

Demonstração. Seja x̄ um ponto de acumulação de {xk}. Em virtude
do item 1 do Corolário 3.6,

lim
k→∞

tk|θNf (xk)| = 0. (3.8)

Vamos supor que x̄ é não estacionário, afim de provar por absurdo o
teorema. Segue-se dessa suposição e do Lema 3.8 que existem t̄ ∈ (0, 1]
e δ > 0 tais que, para j = 1, . . . ,m,

fj(x+ tsf (x)) ≤ fj(x) + σtθNf (x) ∀x ∈ B(x̄, δ), t ∈ (0, t̄).

Sendo x̄ um ponto de acumulação da sequência {xk}, existe uma
subsequencia {xki} tal que

xki ∈ B(x̄, δ), i = 1, 2, . . .

Combinando os dois resultados acima com a definição do Passo 3,
conclúımos que tki ≥ t̄/2 para todo i. Segue-se disto e de (3.8) que
limi→∞ θNf (xki) = 0. Como θNf é cont́ınua (porque f é C2), θNf (x̄) = 0
e, pela Proposição 3.3, x̄ é cŕıtico. Isto contradiz nossa suposição de
x̄ ser não estacionário.

O seguinte lema técnico nos fornece uma relação entre as normas
do passo de Newton e do gradiente de escalarizações (com pesos no
simplex unitário) da função objetivo.

Lema 3.10. Se w ∈ Rm+ ,
∑m
j=1 wj = 1 e u =

∑m
j=1 wj∇fj(x) então

‖sf (x)‖ ≤ ‖u‖
λmin

onde λmin é o menor dos autovalores dos Hessianos ∇2fj(x), j =
1, . . . ,m.
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Demonstração. Usando-se as definições de θNf , λmin e u temos

θNf (x) ≥ min
s

m∑
j=1

wj [∇fj(x)>s+
1

2
s>∇2fj(x)s]

≥ min
s

 m∑
j=1

wj∇fj(x)

>s+
λmin

2
‖s‖2

= min
s
u>s+

λmin

2
‖s‖2 = − ‖u‖

2

2λmin
.

Logo, usando o item 3 do Lema 3.2, a definições de λmin e a desigual-
dade acima, conclúımos que

‖sf (x)‖2 ≤ 2

λmin
(−θNf (x)) ≤

(
‖u‖
λmin

)2

.

A convergência superlinear dos métodos do tipo Newton depende
de que o passo não seja relaxado e de que haja redução superlinear das
normas das direções de busca. Os resultados seguintes garantem este
comportamento no método de Newton multiobjetivo em vizinhanças
de pontos cŕıticos.

Proposição 3.11. Se f é C2, x̄ é estacionário e σ, κ ∈ (0, 1), então
existe δ > 0 tal que, para todo x ∈ B(x̄, δ)

1. fj(x+ sf (x)) ≤ fj(x) + σθNf (x) para j = 1, . . . ,m;

2. ‖sf (x+ sf (x))‖ ≤ κ‖sf (x)‖.

Demonstração. Tome r0 > 0. Como a função menor autovalor é
cont́ınua (Lema 4.1), existe λ̄ o mı́nimo do menor dos autovalores de
∇2fj , j = 1, . . . ,m na bola fechada B[x̄, r0] e λ̄ > 0. Defina

ε = λ̄min{1− σ, κ}.

Existe r1 ∈ (0, r0) tal que

‖∇2fj(x)−∇2fj(x
′)‖ < ε ∀x, x′ ∈ B(x̄, r1) (3.9)
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Com x̄ é estacionário, usando a Proposição 3.3 e a continuidade de sf
vemos que existe δ ∈ (0, r1/2) tal que

‖sf (x)‖ ≤ r1/2 ∀x ∈ B(x̄, δ).

Sejam

x ∈ B(x̄, δ), s = sf (x). (3.10)

Em virtude da escolha de δ,

x+ s ∈ B(x̄, r1).

Tome λmin como o menor dos autovalores dos Hessianos ∇2fj(x) para
j = 1, . . . ,m. Como x, x+ s ∈ B(x̄, r1), pelo item 2 do Lema 4.3

fj(x+ s) ≤ fj(x) +∇fj(x)>s+
1

2
s>∇2fj(x)s+

ε

2
‖s‖2

≤ fj(x) + θNf (x) +
(1− σ)λmin

2
‖s‖2

≤ fj(x) + σθNf (x),

onde a segunda desigualdade decorre das definições de θNf , ε e λ̄, e a
última decorre do item 3 do Lema 3.2. Ficou demonstrado o item 1.

Para provar o item 2, tome w como no Lema 3.1, para x (e s)
como em (3.10) e defina a função auxiliar

g : Rn → R, g(z) =

m∑
j=1

wjfj(z).

Observe que

∇g(z) =

m∑
j=1

wj∇fj(z),

∇2g(z) =

m∑
j=1

wj∇2fj(z),

s = −∇2g(x)−1∇g(x).
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Logo

‖∇2g(z)−∇2g(z′)‖ =

∥∥∥∥∥∥
m∑
j=1

wj(∇2fj(z)−∇2fj(z
′))

∥∥∥∥∥∥
≤

m∑
j=1

wj
∥∥∇2fj(z)−∇2fj(z

′)
∥∥

e, em virtude de (3.9),

‖∇2g(z)−∇2g(z′)‖ < ε ∀z, z′ ∈ B(x̄, r1).

Usando as inclusões x, x + s ∈ B(x̄, r1), e aplicando o item 1 do
Corolário 4.4, conclúımos que

‖∇g(x+ s)‖ ≤ ε‖s‖.

Como ∇g(x+ s) =
∑m
j=1 wj∇fj(x+ s) e x+ s ∈ B(x̄, r1), usando

a desigualdade acima, a definição de λ̄ e o Lema 3.10 temos

‖sf (x+ s)‖ ≤ ε‖s‖
λ̄

.

O item 2 segue desta desigualdade e das definições de ε e s.

Provaremos agora que, para f de classe C2, na proximidade de um
ponto cŕıtico, a sequência {xk} converge a um ponto estacionário (não
necessariamente o mesmo). De posse deste resultado, estabeleceremos
facilmente a convergência superlinear.

Teorema 3.12. Suponha que f é C2 e que x̄ é um ponto cŕıtico. Dado
r > 0, existe δ ∈ (0, r) tal que se xk0 ∈ B(x̄, δ) para algum k0, então

1. tk = 1 para k ≥ k0;

2. a sequência {xk} converge a um ponto estacionário em B(x̄, r);

3. a convergência de {xk} é superlinear.
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Demonstração. Tome σ como especificado no Passo 1 do Algoritmo
3. Em virtude da Proposição 3.11 existe δ1 ∈ (0, r) tal que

fj(x+ sf (x)) ≤ fj(x) + σθNf (x)

‖sf (x+ sf (x))‖ ≤ ‖sf (x)‖
2

∀x ∈ B(x̄, δ1), (3.11)

onde a primeira desigualdade vale para j = 1, . . . ,m. Defina

Ω(τ) =

{
x ∈ B(x̄, τ) | ‖sf (x)‖ < δ1 − τ

2

}
, τ ∈ (0, δ1),

Ω =
⋃

0<τ<δ1

Ω(τ).

Afirmamos que

xk ∈ Ω =⇒ tk = 1, xk+1 ∈ Ω. (3.12)

Com efeito, suponha que xk ∈ Ω. Como Ω ⊂ B(x̄, δ1), segue-se da
primeira desigualdade de (3.11) e da definição do Passo 3 que tk = 1.
Logo, xk+1 = xk + sk. Por hipótese, xk ∈ Ω(τ) para algum τ ∈ (0, δ1).
Então,

‖x̄− xk+1‖ ≤ ‖x̄− xk‖+ ‖sk‖ < τ +
δ1 − τ

2
.

Logo, para

τ ′ = τ +
δ1 − τ

2
=
τ + δ1

2
< δ1

temos xk+1 ∈ B(x̄, τ ′) e τ ′ ∈ (0, δ1). Por sua vez, a segunda desigual-
dade de (3.11) nos dá a cota

‖sk+1‖ ≤ ‖s
k‖
2

<
δ1 − τ

4
=
δ1 − τ ′

2
,

o que conclui a prova de (3.12).
Observe que Ω é aberto e x̄ ∈ Ω; logo, existe δ > 0 tal que

B(x̄, δ) ⊂ Ω. Se xk0 ∈ B(x̄, δ), então, por (3.12), xk ∈ Ω ⊂ B(x̄, δ1) e
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tk = 1 para k ≥ k0. Além disso, em virtude da segunda desigualdade
em (3.11), temos

∞∑
i=k0

‖xi+1 − xi‖ =

∞∑
i=0

‖sk0+i‖ ≤ ‖sk0‖(1 + 1/2 + 1/4 + · · · )

= 2‖s0‖.

Isto prova que {xk} é uma sequência de Cauchy. Logo,

∃ lim
k→∞

xk = x∗ ∈ Ω ⊂ B[x̄, δ1] ⊂ B(x̄, r).

O ponto x∗ é, em particular, um ponto de acumulação da sequência
{xk}. Logo, pelo Teorema 3.9, x∗ é um ponto estacionário.

O item 3 segue-se dos itens 1 e 2 deste Teorema, do item 2 da
Proposição 3.11 e do item 2 do Lema 4.5.

Teorema 3.13. Suponha que f é C2 e que os Hessianos ∇2fj, j =
1, . . . ,m, são localmente Lipschitz cont́ınuos. Se {xk} converge, então
a convergência é quadrática.

Demonstração. Suponha que {xk} converge a x∗. Pelo Teorema 3.9,
x∗ é cŕıtico, e aplicando o Teorema 3.12 com x̄ = x∗, conclúımos que
tk = 1 para k suficientemente grande. Dado r > 0, existe L tal que

‖∇2fj(x)−∇2fj(x
′)‖ ≤ L‖x− x′‖ ∀x, x′ ∈ B(x∗, r), j = 1, . . . ,m.

Para cada k ∈ N, sejam wk ∈ Rm como no Lema 3.1 para x = xk e
gk como definida na prova da Proposição 3.11 para w = wk, isto é

gk : Rn → R, gk(z) =

m∑
j=1

wkj fj(z).

Existe K tal que xk ∈ B(x∗, r) e tk = 1 para k ≥ K. Logo, como
xk+1 − xk = sk e sk = −∇2gk(xk)−1∇gk(xk) é a direção de Newton
para gk em xk, pelo item 2 do Corolário 4.4,

‖∇gk(xk+1)‖ ≤ L

2
‖xk+1 − xk‖2.
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Segue-se desta desigualdade e do Lema 3.10 que

‖xk+2 − xk+1‖ = ‖sk+1‖ ≤ ‖∇g
k(xk+1)‖
λ̄

≤ L

2λ̄
‖xk+1 − xk‖2,

onde λ̄ > 0 é o mı́nimo do menor dos autovalores de∇2fj , j = 1, . . . ,m
na bola fechada B[x∗, r]. Por último, aplicamos o item 3 do Lema 4.5
e vemos que {xk} converge quadraticamente.

Corolário 3.14. Se f é C2 e x0 pertence a um conjunto de ńıvel
limitado de f , então a sequência {xk} converge superlinearmente
a um ponto estacionário. Se, adicionalmente, os Hessianos ∇2fj,
j = 1, . . . ,m, são localmente Lipschitz cont́ınuos, então a convergência
é quadrática.

Demonstração. Primeiro use o item 2 do Corolário 3.6 para concluir
que a sequência {xk} tem um ponto de acumulação x̄. Segue-se do
Teorema 3.9 que tal ponto é cŕıtico. Como existe uma subsequência
{xki} que converge a x̄, em virtude do Teorema 3.12, a sequência
{xk} converge superlinearmente a algum ponto, que tem de ser x̄.

A convergência quadrática decorre da primeira parte deste corolário
e do Teorema 3.13
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Resultados Auxiliares

Lema 4.1. A função que leva cada matriz simétrica A ∈ Rn×n em
seu menor autovalor é continua.

Demonstração. Lembremos que o espectro de A ∈ Rn×n é o conjunto
de seus autovalores, isto é

σ(A) = {λ | ∃v 6= 0, Av = λv}.

Se A ∈ Rn×n é simétrica, então σ(A) ⊂ R e podemos ordenar os seus
autovalores como λ1 ≤ λ2 ≤ · · · ≤ λn, contados com as respectivas
multiplicidades, e existe uma base ortonormal (vi)i=1,...,m tal que
Avi = λivi. Se v =

∑n
i=1 αivi tem norma 1, então

∑m
i=1 α

2
i = 1 e

portanto,

v>Av =

m∑
i=1

λiα
2
i ≥ λ1

m∑
i=1

α2
i = λ1.

Logo,

minσ(A) = min
‖v‖=1

v>Av.

Se B ∈ Rn×n é simétrica, então

minσ(B) ≤ v>1Bv1 = v>1Av1 + v>1 (B −A)v1

≤ λ1 + ‖B −A‖.

41
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Acabamos de provar que

minσ(B)−minσ(A) ≤ ‖B −A‖

Intercambiando os papéis de A e B obtemos

|minσ(B)−minσ(A)| ≤ ‖B −A‖,

o que conclui a prova.

O próximo lema segue trivialmente do Teorema Fundamental do
Cálculo.

Lema 4.2. Se ψ : R→ R é continuamente diferenciável, então

ψ(1) = ψ(0) + ψ′(0) +

∫ 1

0

(ψ′(t)− ψ′(0))dt.

Se, adicionalmente, ψ é duas vezes continuamente diferenciável, então

ψ(1) = ψ(0) + ψ′(0) +
1

2
ψ′′(0) +

∫ 1

0

∫ t

0

(ψ′′(ξ)− ψ′′(0)) dξ dt.

A seguir estabelecemos cotas para os erros das aproximações
lineares e quadráticas de uma função g e das aproximações lineares
de ∇g.

Lema 4.3 (Erros de aproximacões locais). Sejam U ⊂ Rn um aberto
convexo, g : U → R de classe C1 e x, x+ v ∈ U .

1. Se ‖∇g(z)−∇g(z′)‖ < ε para todo z, z′ ∈ U , então

|g(x+ v)−
(
g(x) +∇g(x)>v

)
| ≤ ε‖v‖.

2. Se g é C2 e ‖∇2g(z)−∇2g(z′)‖ < ε para todo z, z′ ∈ U , então∣∣∣∣g(x+ v)−
(
g(x) +∇g(x)>v +

1

2
v>∇2g(x)v

)∣∣∣∣ ≤ ε

2
‖v‖2,

‖∇g(x+ v)−
(
∇g(x) +∇2g(x)v

)
‖ ≤ ε‖v‖.
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3. Se g é C2 e ∇2g é L-Lipschitz continuo em U , então

‖∇g(x+ v)−
(
∇g(x) +∇2g(x)v

)
‖ ≤ L

2
‖v‖2.

Demonstração. O item 1 segue da primeira parte do Lema 4.2 com

ψ(t) = g(x+ tv).

A primeira desigualdade do item 2 segue da segunda parte do Lema 4.2
com ψ como acima definida.

Para provar a segunda desigualdade do item 2 e o item 3, tome
u ∈ Rr um vetor unitário qualquer e defina

ψ(t) = u>(∇g(x+ tv)−∇g(x)− t∇2g(x)v).

Como ψ′(t) = u>(∇2g(x+ tv)−∇2g(x))v,

ψ(1) = u>(∇g(x+ v)−∇g(x)−∇2g(x)v)

= ψ(0) + ψ′(0) +

∫ 1

0

(ψ′(t)− ψ′(0)) dt =

∫ 1

0

ψ′(t) dt.

Logo, no item 2 e no item 3 temos, respectivamente,

|u>(∇g(x+ v)−∇g(x)−∇2g(x)v)| ≤ ε‖v‖,

|u>(∇g(x+ v)−∇g(x)−∇2g(x)v)| ≤ L

2
‖v‖2.

A conclusões seguem-se do fato de que estas desigualdades valem para
qualquer vetor u unitário.

As cotas de erro acima enunciadas nos permitem limitar o gradiente
de uma função C2 após um passo de Newton para sua minimização.

Corolário 4.4 (Reśıduo após o passo de Newton). Seja U ⊂ Rn um
aberto convexo, g : U → R de classe C2. Se ∇2g(x) é não singular
para algum x ∈ U e que

s = −∇2g(x)−1∇g(x), x+ s ∈ U,

então
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1. se ‖∇2g(z)−∇2g(z′)‖ ≤ ε para todo z, z′ ∈ U então

‖∇g(x+ s)‖ ≤ ε‖s‖;

2. se ∇2g é L-Lipschitz continuo em U , então

‖∇g(x+ s)‖ ≤ L

2
‖s‖2.

Demonstração. Em virtude da definição de s,

∇g(x+ s) = ∇g(x+ s)− (∇g(x) +∇2g(x)s).

As conclusões seguem-se da segunda desigualdade do item 2 e do item
3 do Lema 4.3.

Lembremos que uma sequência {zk} converge a z∗ superlinear-
mente se ela converge a tal ponto e se para todo κ > 0,

‖zk+1 − z∗‖ ≤ κ‖zk − z∗‖

para k suficientemente grande. A sequência {zk} converge a z∗ qua-
draticamente se ela converge a tal ponto e se existe C > 0 tal que

‖zk+1 − z∗‖ ≤ C‖zk − z∗‖2

para k suficientemente grande.

Lema 4.5. Suponha que {zk} converge a z∗ e seja

ρk = ‖zk+1 − zk‖, k = 0, 1, . . .

1. Se existem κ ∈ (0, 1) e K tais que

ρk+1 ≤ κρk, k ≥ K

então ‖z∗ − zk‖ ≤ 1

1− κ
ρk para k ≥ K.

2. Se para todo κ ∈ (0, 1) existe K tal que

ρk+1 ≤ κρk ∀k ≥ K

então {zk} converge superlinearmente a z∗.
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3. Se existem C e K tais que

ρk+1 ≤ Cρ2k ∀k ≥ K

então {zk} converge quadraticamente a z∗.

Demonstração. Todos os itens valem trivialmente se existir uma sub-
sequência {ρki} tal que ρki = 0 para todo i, pois isto implica (nos três
itens) que ρk = 0 para k suficientemente grande. Suporemos então
que ρk 6= 0 para k suficientemente grande.

Para provar o item 1, tome ` > k ≥ K, e use a desigualdade
triangular para concluir que

‖z` − zk‖ ≤
`−1∑
i=k

ρi ≤ ρk
`−k−1∑
i=0

κi ≤ ρk
1

1− κ
.

Para terminar a prova, tome o limite para ` → ∞ na desigualdade
acima.

Para provar o item 2, tome κ ∈ (0, 1/2) e seja K como na premissa
deste item. Segue-se de nossas hipóteses que ρk 6= 0 para k ≥ K. Se
k ≥ K então ρk+1 ≤ κρk e pelo item 1

‖z∗ − zk+1‖ ≤ ρk+1
1

1− κ
≤ ρk

κ

1− κ
Usando este resultado e a desigualdade triangular, temos

‖z∗ − zk‖ ≥ ‖zk+1 − zk‖ − ‖z∗ − zk+1‖ ≥
(

1− κ

1− κ

)
ρk

Combinando as duas últimas desigualdade conclúımos que

‖z∗ − zk+1‖
‖z∗ − zk‖

≤ κ

1− 2κ
.

Como κ é um número arbitrário em (0, 1/2), a sequência {zk} converge
superlinearmente a z∗.

Para provar o item 3, primeiro observe que, em vista da con-
vergência de {zk}, vale a premissa do item 2. Logo {zk} converge
superlinearmente a z∗ e existe K ′ ≥ K tal que

‖z∗ − zk+1‖ ≤ 1

2
‖z∗ − zk‖, ρk+1 ≤ Cρ2k ∀k ≥ K ′.
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Usando a primeira desigualdade acima e a desigualdade triangular
conclúımos que

ρk +
1

2
‖z∗ − zk‖ ≥ ‖zk+1 − zk‖+ ‖z∗ − zk+1‖

≥ ‖z∗ − zk‖
≥ ‖zk+1 − zk‖ − ‖z∗ − zk+1‖

≥ ρk −
1

2
‖z∗ − zk‖

Logo

2ρk ≥ ‖z∗ − zk‖ ≥
2

3
ρk, k ≥ K ′.

Portanto, para k ≥ K ′

‖z∗ − zk+1‖ ≤ 2ρk+1 ≤ 2Cρ2k ≤ 2C

(
3

2
‖z∗ − zk‖

)2

o que prova a convergência quadrática.
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